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Tècniques

Modelat

Dades

� IA, estadística, reconexement de 
patrons, visualització.

� Mètodes “off-the-shelf” poden ser 
suficients.

� Grans volums, diferents fonts, formats, 
incomplertes, errònies, no es disenyen 
per a fer mineria de dades.

� Entendre, conèixer les dades.
� Coneixement de negoci.
� Trobar bons models.
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...una bona i una dolenta.

La bona notícia:

� No existeix una única manera de construir un bon 
model.

La dolenta:

� No existeix una única manera de construir un bon 
model.

Així doncs, no tinc tanta 
probabilitat d'equivocar-me!

Les habilitats per a construir 
bons models s'han d'aprendre 
amb la pràctica i poden variar 
segons cada problema.

EXPERIMENTA!
(però dissenya els experiments amb criteri)
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La formulació del problema, la selecció de dades i la 
seva representació són més importants per a tenir éxit 
que la decisió de quin algorisme utilitzar.

- Lessons learned from data mining applications and 
collaborative problem solving, Machine Learning, 57 (2004).

Regla de Ray de la precisió:
� Mesura amb un micròmetre.
� Marca amb guix.
� Talla amb una destral.

La eina d'anàlisi no és tan 
important si hem delimitat bé 
el problema.
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� Experimenta diferents tractaments de les dades.
� Prova diferents algorismes.
� Ajusta els paràmetres de cada algorisme.
� Compara els resultats amb una o vàries mesures 

i un mètode d'estimació de rendiment.
� Tingues en compte l'aplicabilitat.

Proposa hipòtesi, experimenta, valida.

Proposa hipòtesi, experimenta, valida.

Proposa hipòtesi, experimenta, valida.

Potser ens queden coses per veure d'això.
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Hi ha algun algorisme que sigui superior a tota la resta?

Inclús, hi ha algun algorisme que sigui sempre millor 
que fer prediccions trivials?

No Free Lunch Theorem

No hi cap raó per escollir, de forma independent del 
problema o del context, un algorisme sobre un altre.

La superioritat aparent d'un algorisme/s sobre altre/s és 
deguda a la naturalesa del problema i la distribució de 
les dades.
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Cumulative gains chart

Mesura l'efectivitat d'un model en la predicció d'un valor 
concret de la classe seleccionant diferents subconjunts 
de dades (molt útil en promocions).
Si ordeno les instàncies 
segons el model i agafo el 
40% amb més probabilitat de 
que la resposta sigui 
afirmativa, puc predir 
correctament un 80% 
d'aquestes respostes. 

Si agafés un 40% de les 
instàncies a l'atzar, en mitja, 
prediria correctament un 40% 
de les respostes afirmatives.
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1. Seleccionar un valor de la classe, p.e., resposta = 1.

2. Aplicar el model de predicció i obtenir la probabilitat 
del valor anterior per a cada instància (o algun altre 
valor que permeti ordenar-les).

3. Dividir la llista ordenada en un nombre determinat 
d'intèrvals.

4. Per a cada intèrval, calcular el percentatge de 
prediccions correctes del valor de la classe 
seleccionat (TPs).
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1. Seleccionar un valor de la classe, p.e., resposta = 1.

2. Aplicar el model de predicció i obtenir la probabilitat del valor anterior per a 
cada instància (o algun altre valor que permeti ordenar-les).

Instància P(resposta = 1)
1 0.02
2 0.15
3 0.26
4 0.03
5 0.65
6 0.01
7 0.25
8 0.09

... ...

Instància P(resposta = 1)
5 0.64

33 0.55
25 0.43
3 0.26
7 0.25

12 0.18
2 0.15
8 0.09
... ...

SCORING RANKING
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3. Dividir la llista ordenada en un nombre determinat d'intèrvals.

4. Per a cada intèrval, calcular el percentatge de prediccions correctes del 
valor de la classe seleccionat (TPs).

Instància P(resposta = 1)
5 0.64

33 0.55
25 0.43

3 0.26
7 0.25

12 0.18
2 0.15
8 0.09

... ...

60 instàncies en total
6 instàncies a l'intèrval 1
percentil = 6/60 = 0.1
12 respostes = 1 en total
2 respostes = 1 a l'intèrval 1
percentatge correcte = 2 /12 = 0.16

60 instàncies en total
12 instàncies a l'intèrval 1-2
percentil = 12 / 60 = 0.2
12 respostes = 1 en total
3 respostes = 1 a l'intèrval 1-2
percentatge correcte = 3 / 12 = 0.25

1

2

Percentil % Resposta = 1
0.1 0.16
0.2 0.25
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Lift chart

Similar al anterior però mostrant el ratio de millora del 
model sobre la predicció a l'atzar.
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Si agafés un 10% de 
les instàncies amb 
més probabilitat de 
tenir resposta 
afirmativa, encertaria 
3 vegades més que si 
fés l'elecció a l'atzar.
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Si agafés un 40% de les instàncies 
amb més probabilitat de resposta 
afirmativa optimitzaria el benefici.

Enviar ofertes a tothom pot 
resultar deficitari!

Profit chart

Si suposem una certa venda per resposta i tenim en 
compte les despeses podem calcular diferents punts de 
benefici per diferents nivells de resposta.

Compte! Diferents 
hipòtesi donen diferents 
gràfiques de benefici!
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La companyia ACME especialitzada en equipament per 
a capturar animals ficticis té un nou producte, “el 
caçador de correcamins”. Està dirigit a la seva fidel 
audiència de coiots i vol realitzar una campanya per 
correu. Disposa de 100.000€.

Cost de tramesa = 2€

Pot enviar 50.000 ofertes.

Però té una base de 100.000 
clients.

Estima que cada resposta, en 
mitjana, suposaran compres 
amb un benefici de 80€.
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� Contactar 50.000 clients a l'atzar.
� Fer un anàlisi RFM per trobar els clients que han fet 

compres recentment i per una quantitat important.
� Construir un model no supervisat (p.e. clustering) i 

estudiar-lo per trobar segments de clients 
interessants.

� Construir un model predictiu i seleccionar els clients 
amb més probabilitat de respondre afirmativament. 
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A partir de campanyes anteriors, ACME estima una 
resposta al voltant del 2%.

Això significa que enviant 50.000 ofertes a l'atzar pot 
esperar obtenir 1000 respostes.

Cost de la campanya

50.000 x 2€ = 100.000€

Ingresos

1000 respostes x 80€ = 80.000€

Benefici = 80.000 – 100.000 = -20.000€
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L'anàlisi RFM està centrat en l'estudi de tres tipus de 
variables:

� El temps des de la compra més recent (Recency).
� La freqüència de compra en un període (Freqüency).
� La despesa realitzada en un període (Monetary).

La industria de marquèting directe té l'experiència de 
que aquestes variables són bons predictors de la 
resposta.

Poden haver-hi moltes maneres de derivar atributs 
basats en aquests aspectes.
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Instància Recency Frequency Monetary
1 5 4 2
2 4 4 3
3 5 5 5
4 2 5 1
5 5 4 2
6 4 3 5

Ordenem els valors de cada atribut RFM i 
dividim en 5 intèrvals on, p.e., Monetary=5 vol 
dir que la despesa és alta i 1 que és baixa.

Aquest client és molt 
bó, fa poc que ha 
comprat, ho fa molt 
sovint i gasta molt.

Podem fer una prova pilot seleccionant un nombre reduit de 
clients de cada combinació i mesurant la resposta per 
obtenir una estimació de la importància de cada factor.

Ok, és una mica manual, però aquestes variables es poden utilitzar 
també per a construir models predictius!
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Una altra possibilitat és utilitzar clustering per dividir 
els clients en grups amb característiques semblants.

Podem caracteritzar cada grup i combinar aquesta 
informació amb els objectius, intuicions i opinions dels 
experts per seleccionar el grup de clients que sembli 
més adient per a la campanya.

Treballant amb dades històriques, tenim informació 
sobre la resposta i la despesa de cada client i podem 
utilitzar això com a variables de caracterització per 
trobar els clusters més productius.

(recordeu la sessió de laboratori de clustering).
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D'això ja sabem: preparem dades, escollim algorismes, 
fem proves...
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AJUSTAR PARÀMETRES

SELECCIONAR MODELS

Això sembla una 
indicació d'overfitting.

Diferents models poden tenir 
diferents àrees de superioritat 
sobre els altres.
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Estimem que ACME treurà 
més benefici contactant només 
els 40.000 millors clients 
segons el millor model trobat.

Per calcular el ROI  final la companyia haurà de tenir en compte el 
benefici obtingut amb la utilització del model i el cost de la 
inversió en el projecte de mineria de dades. P.e. si té un ROI del 
1.22 vol dir que ha ingresat un 22% més del que va invertir (projecte 
exitòs!).
(evidentment, tots aquests càlculs són una mica simplificats...)
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Informes: llistes de clients per una campanya, gràfics 
de benefici, caracterització de segments,...

Integració en BDs existents (scoring) per consultar 
periòdicament o en temps real.

Implementació d'aplicacions:

� Verticals o especialitzades en un àrea.
� Mòduls afegits a aplicacions existents.

Coneixement sobre la recollida de dades, la seva 
qualitat, els clients, el funcionament del negoci...,
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Id_client Vi Aigua Pizza Detergent Resposta
173423 NO SI SI SI +
186632 SI NO SI NO -

Id_client Data Producte Quantitat Preu
173423 31/03/04 763 2 1.60
173423 31/03/04 87 1 0.60
186632 31/03/04 135 1 0.75
186632 31/03/04 35 2 2.50
173423 01/04/04 87 1 0.60
173423 01/04/04 223 1 3.65

Id_client E. civil Edat CP
173423 Casat 36 8025
173423 Casat 39 8032
186632 Solter 8029
186632 S 26 8005

Id_producte Nom Familia
35 Ví 8
87 Aigua 9
135 Pizza 32Id_familia Nom

8 Begudes alc.
9 Begudes no alc.
32 Congelats

Id_client Vi Aigua Pizza Detergent Resposta Probabilitat
375423 SI SI SI SI
135902 SI SI NO NO

SCORE

S'han de fer les mateixes 
transformacions de 
dades que es van fer per 
a construir el model (o 
establir corespondències 
de columnes).
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Una aplicació de BI vol incorporar algorismes de 
mineria de dades. Els usuaris són consultors tècnics 
però no coneixen aquesta tecnologia...

...com dissenyem la interfície? 

Això és avorrit, jo sóc un 
superespecialista en mineria de 
dades, estadística, IA... que li 
donin al programador junior...que 
posi quatre finestres i ja està...

Segur? Te'n recordes de lo de 
l'aplicabilitat dels resultats? Creus 
que Weka és intutitiu per tothom?
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Capçalera describint l'objectiu 
d'aquesta pantalla i aclarint com 
deixar valors per defecte.

Descripció de cada 
opció en termes que 
pugui entendre l'usuari.

Botò de Cancel 
separat de la resta.

Valors per defecte 
raonables (això pot no 
ser tant obvi i requerir 
experimentació!!)

En cada pantalla s'ha de poder anar 
enrera, endavant, cancelar o acabar 
deixant les opcions per defecte.

Interfície en forma d'assistent per replicar 
el procés seqüèncial d'anàlisi: seleccionar 
dades i classe, fixar paràmetres, escollir 
tipus de resultats.

Tamany correcte de 
finestra, marcs alineats, 
tamany dels quadres de text 
suficients per cobrir textos 
en diferents idiomes, textos 
revisats.
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Un paràmetre per tractar les 
probabilitats nul.les semblava 
massa tècnic per a que l'usuari 
pogués fixar-ho, així que es va 
deixar un valor per defecte.

Però sí es va deixar com a 
paràmetre a l'API per si un 
usuari experimentat volia 
modificar-lo.

A més de la distribució de freqüències 
calculada per NB, se li proporcionava 
a l'usuari una mesura del grau de 
discriminació de cada atribut . I què tal una bona 

documentació? Potser un 
tutorial amb exemples?
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Necessito via-gra?

Qui és Robert Joiner?
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Podriem posar filtres amb les paraules més típiques.

Els noms s'escriuen introduint caràcters entremig (via-
gra, v|agra,...) per confondre als filtres. 

Necessitem un mètode 
més flexible per filtrar 
aquests missatges.

Gone f or ever  ar e t he headaches,  
hassl es and hi gh cost s of  obt ai ni ng 
t he phar macy pr oduct s you want  and 
need.  When you need t hem f ast :  ? V|
@Gr a ? XAN@x '  S. o. ma < Pnt er / m/ i n > 
Val i . u. m $ A. t | v@n 
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Hol aaa,  
l a pr oper a set mana i ni ci em el s 
desdobl ament s a cl asses de l abor at or i .  
El  1er  subgr up que f ar a cl asse l a 
set mana vi nent  es el  11,  21 i  31.  
L' al t r a set mana f ar à el  12,  22 i  32,  i  
ai xí  anar  f ent .  Si  un di a es f est a no 
es sal t a el  t or n.  Si  us 
pl audi st r i buci ó.  

Gone f or ever  ar e t he headaches,  
hassl es and hi gh cost s of  obt ai ni ng 
t he phar macy pr oduct s you want  and 
need.  When you need t hem f ast :  ? V|
@Gr a ? XAN@x '  S. o. ma < Pnt er / m/ i n > 
Val i . u. m $ A. t | v@n 

Pl us:  Fl 3xe' r i l ,  C. e| 3br ex,  
Fi 0: r i c3t ,  Tr am@d` o| ,  U| t r @̀m,  L` 3v|
t r a,  Pr 0` p3ci a,  Acyc| 0v: i r ,  Pr ' 0z@c,  
P@' xi l ,  Bu: sp@r ,  Ad| pe: x,  I 0na: m| n,  
M3r i d. i a,  X' 3ni ca| ,  Am: bi 3n,  S0naT. a

Anexamos ar chi vos con l a i nf or maci ón del  I  
Congr eso I nt er naci onal  de Est i l os de 
Apr endi zaj e y del  I X Congr eso I nt er naci onal  
de I nf or mát i ca > Educat i va que r eal i zar emos 
en j ul i o de 2004 en l a UNED Madr i d España 

Id_client viagra sex UNED laboratori Spam
173423 SI SI NO NO +
186632 NO NO SI SI -

El que necessito...

El que tinc... informació textual, no estructurada.
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Les dades no són estàtiques i van arribant nous 
missatges contínuament.

El concepte de spam pot anar canviant amb el temps.

Una bona opció sembla la classificació bayesiana 
(Naive Bayes) que pot fer-se fàcilment de forma 
incremental i hauria de poder adaptar-se als canvis.

Per cada nou missatge calcularem la probabilitat de 
spam i el classificarem així si supera un cert llindar.
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El més simple és convertir cada paraula en un atribut. 
Podem fer-lo de forma binària (apareix o no) o 
comptant freqüències.

Alternatives més sofisticades:

� n-grams (grups de paraules)
� informació lingüística
� ontologies

Surten molts, molts, molts, atributs...
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En problemes de text mining és molt habitual fer els 
següents filtres:

Stemming: les paraules amb una mateixa arrel es 
consideren iguals, p.e., mailing i mailed.

Stop words: Llistes de paraules molt freqüents i que 
es considera que no aporten informació, com ara 
articles, preposicions, conjuncions, etc.

En la tasca de detectar spam, però, no està tan clar si 
fer stemming és sempre convenient. 
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Utilitzem una definició de token més sofisticada:

� Tenim en compte si és majúscula o minúscula.
� Les exclamacions no s'eliminen.
� Els punts i comes no s'eliminen si apareixen entre 

dígits.
� Les paraules que apareixen en el To, From, 

Subject, etc. es marquen especialment, p.e., 
Subject*viagra.
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Subj ect * FREE      0. 9999
f r ee! !             0. 9999
To* f r ee           0. 9998
Subj ect * f r ee      0. 9782
f r ee!              0. 9199
Fr ee              0. 9198
Ur l * f r ee          0. 9091
FREE              0. 8747
Fr om* f r ee         0. 7636
f r ee              0. 6546
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No necessito via-gra!

Però... conec al Robert Joiner?
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També ofereix viagra (bé, 
V-I-A-G-R-A)

Per què li costa de 
detectar?

Sembla que no miri els 
termes adequats...

Why not  buy V- I - A- G- R- A -  No 
Pr escr i pt i on Needed ! !  

Cost s over  50% l ess t han Vi agr a® 

ht t p: / / www. 8Eg. 34edmnr 5. com/ gp/
def aul t . asp?I D=bw

We al so have t hese medi cat i ons i n 
hi ghl y di scount ed gener i c f or m:

Ambi en,  Xanax,  Phent er mi ne,  Li pi t or ,  
Nexi um,  Paxi l ,  and Vi oxx.

Physi ci an Consul t at i on:  FREE!  
Fast ,  FREE del i ver y 

EZ onl i ne f or m
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Al final del missatge inclou 
una llista de paraules a 
l'atzar que no es troben 
habitualment als missatges 
que són spam!

r het or i ci an di el ect r i c t er psi chor e 
i nsi ght  mer i di an chokeber r y bor eal i s 
what ever  t x const ant i nopl e br ut al  
ki nk har mon banj o scot sman 
subst i t ut e vat  yang sound vol unt ar y 
decomposi t i on chal mer s honor ee 
amet hyst i ne bel l i ni  you' ve buf f  
monot r eme avoi dance chuggi ng debussy 
dr agonf l y modul i  waxwor k chi mi que 
dr af t sper son unani mi t y di amond 
mckesson cor r osi on annual  al den 
augment at i on t i mot hy pol yt ope 
headache boo conf er r ed coupon bezel  
bor den cont empl at e mor el and 

compensat or y ober l i n scar f  
i nf r equent  l i qui dus l obul e 
cor i ol anus newsst and f ar mhouse r  
cheat er  mat hemat i ci an del i cat e 
bal l r oom cel est a ber gl and pedest al  
aest het i c upl i f t  ego cover al l  
t r ansposi t i on chat t anooga dynami c 
del hi  r ood genr e 
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En aquest problema estem molt interessats en no tenir 
falsos positius de spam. Per afinar el funcionament de 
Naive Bayes podem:

� comptar dues vegades les ocurrències d'atributs 
que apareixen en el no spam, amb la qual cosa li 
donem més pés.

� utilitzar només 15 paraules per calcular la 
predicció entre les que tinguin una probabilitat 
més extrema (allunyada del 0.5) de ser spam.
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L'avaluació s'ha de focalitzar en minimitzar falsos 
positius, haurien d'experimentar amb diferents 
llindars i tendir a que siguin a prop de 0 (curves ROC?)

Encara podriem haver de respondre altres qüestions 
com ara la probabilitat que assignem a paraules 
noves quan intentem classificar un missatge.

També haurien de tractar amb cura el codi HTML 
perquè pot tenir elements per a confondre i ser molt 
predictiu.
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No sembla tècnicament difícil d'implementar

Les eines de 
correu de Mozilla 
(Thunderbird) ja 
l'incorporen, em 
sembla que me 
l'estalviaré ;)

(no és publicitat, és de franc!)


